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基于鸽群的鲁棒强化学习算法 
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3. 中国电子科技集团公司第七研究所，广东 广州 510000） 

摘  要：强化学习是一种人工智能算法，具有计算逻辑清晰、模型易扩展的优点，可以在较少甚至没有先

验信息的前提下，通过和环境交互并最大化值函数，调优策略性能，有效地降低物理模型引起的复杂性。

基于策略梯度的强化学习算法目前已成功应用于图像智能识别、机器人控制、自动驾驶路径规划等领域。

然而强化学习高度依赖采样的特性决定了其训练过程需要大量样本来收敛，且决策的准确性易受到与仿真

环境中不匹配的轻微干扰造成严重影响。特别是当强化学习应用于控制领域时，由于无法保证算法的收敛

性，难以对其稳定性进行证明，为此，需要对强化学习进行改进。考虑到群体智能算法可通过群体协作解

决复杂问题，具有自组织性及稳定性强的特征，利用其对强化学习进行优化求解是一个提高强化学习模型

稳定性的有效途径。结合群体智能中的鸽群算法，对基于策略梯度的强化学习进行改进：针对求解策略梯

度时存在迭代求解可能无法收敛的问题，提出了基于鸽群的强化学习算法，以最大化未来奖励为目的求解

策略梯度，将鸽群算法中的适应性函数和强化学习结合估计策略的优劣，避免求解陷入死循环，提高了强

化学习算法的稳定性。在具有非线性关系的两轮倒立摆机器人控制系统上进行仿真验证，实验结果表明，

基于鸽群的强化学习算法能够提高系统的鲁棒性，降低计算量，减少算法对样本数据库的依赖。 
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on the premise of obtaining little or no prior information, RL can optimize the performance of strategies and effectively 

reduce the complexity caused by physical models . The RL algorithm based on strategy gradient has been successfully 

applied in many fields such as intelligent image recognition, robot control and path planning for automatic driving. 

However, the highly sampling-dependent characteristics of RL determine that the training process needs a large number 

of samples to converge, and the accuracy of decision making is easily affected by slight interference that does not match 

with the simulation environment. Especially when RL is applied to the control field, it is difficult to prove the stability 

of the algorithm because the convergence of the algorithm cannot be guaranteed. Considering that swarm intelligence 

algorithm can solve complex problems through group cooperation and has the characteristics of self-organization and 

strong stability, it is an effective way to be used for improving the stability of RL model. The pigeon-inspired 

optimization algorithm in swarm intelligence was combined to improve RL based on strategy gradient. A RL 

algorithm based on pigeon-inspired optimization was proposed to solve the strategy gradient in order to maximize 

long-term future rewards. Adaptive function of pigeon-inspired optimization algorithm and RL were combined to 

estimate the advantages and disadvantages of strategies, avoid solving into an infinite loop, and improve the stability of 

the algorithm. A nonlinear two-wheel inverted pendulum robot control system was selected for simulation verification. 

The simulation results show that the RL algorithm based on pigeon-inspired optimization can improve the robustness of 

the system, reduce the computational cost, and reduce the algorithm’s dependence on the sample database. 

Keywords: pigeon-inspired optimization algorithm, strengthen learning, policy gradient, robustness 

 

0  引言 

强化学习是一种典型的人工智能算法，具有

需要先验信息少、计算逻辑清晰等优点，适用于

机器人控制、路径规划、游戏策略等问题求解，

近年来在多个领域获得了广泛应用[1-7]。当强化学

习应用于控制领域时，具有仅需要少量先验信

息、甚至无须对物理系统建模的优点，能够有

效地降低物理模型引起的复杂性，且可以灵活

地处理不确定性问题。然而，强化学习应用于

控制领域存在计算量较大和鲁棒性较差的问

题，且由于无法保证算法的收敛性，难以对其

进行稳定性证明。 
强化学习主要包括 3 类[8-15]：策略梯度（policy 

gradient）、值函数学习、结合两者的演员−评论家

（actor-critic）模型。基于策略梯度方法因直接优

化策略，可实现随机策略（stochastic policy）的

求解，且具有较好的收敛性。因此，基于策略梯

度的强化学习算法得到了广泛的应用，其主要计

算复杂度体现在策略梯度的求解。群体智能算法

启发于具有社会行为的昆虫群体，对其行为进行

模拟，包括狼群算法、粒子群算法、蚁群算法、

遗传算法、鸽群算法等。鸽群算法是一种新型优

化计算方法，具有执行效率高的优点。本文采用

鸽群算法对基于确定性策略梯度的强化学习算法

进行改进，一方面基于鸽群算法的演化规律减少

迭代过程，从而优化求解其策略梯度，减小计算

量以及对样本数据库的依赖；另一方面，通过及

时纠正迭代的方向，增强系统鲁棒性。 

1  智能算法模型 

1.1  强化学习模型 
基于策略梯度的强化学习根据式(1)更新策略。 

 
（ ） （ ） （ ）

（ ）
~ log ( )J E r

J
θθ θ θτ π τ

θ

θ π τ τ

θ θ α θ

▽ = ▽  
← = ▽

 (1) 

其中， θπ 是参数化的策略，即强化学习的目标，

τ 是强化学习中马尔可夫决策过程（MDP，
Markov decision process）的轨迹， ( )r τ 是当前时

刻从环境中所反馈的奖励， ( )Jθ θ▽ 是策略的梯

度，α 是策略参数更新的学习率。 
基于策略梯度的强化学习算法相对简单，但

在求解 ( )Jθ θ▽ 时，仍然存在迭代求解策略梯度

( )Jθ θ▽ 时可能无法收敛、陷入死循环的问题。 
本文结合群体智能的鸽群算法，对基于策略梯

度的强化学习方法进行改进，即采用鸽群算法求解

策略梯度 ( )Jθ θ▽ 。基于群体智能优化算法改进强

化学习算法的流程如图 1 所示，在对 Bellman 最优
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方程进行求解时，结合群体智能优化算法，以最大

化长期未来奖励为目的，求解策略梯度。 

 
图 1  基于群体智能优化算法改进强化学习算法的流程 

Figure 1  Process of improving reinforcement learning algorithm based 
on swarm intelligence optimization algorithm 

1.2  经典鸽群算法模型 
经典鸽群算法[16-20]是基于鸽子在归巢过程中

的动态导航过程发展而成的，鸽子依靠地球磁场

以及太阳的位置进行导航，在到达目的地附近时

依靠地标进行导航。鸽群算法存在两个算子：地

图指南针算子和地标算子。 
1.2.1  地图指南针算子 

假设 ix 、 iv 为第 i只个体的位置与速度， px 为

个体在当前迭代次数中产生的最佳位置，T 为地

图指南针算子的迭代次数，R为地图指南针因子，

是一个 0 到 1 之间的定值，rand 为一个在 0 到 1
之间随机分布的数。其演化规律表达如下： 

 （ ） （ ） （ ）（ ）1 rand ( )pV T V T x T x T= = = · -  (2) 

 （ ） （ ） （ ） （ ）1 1 e 1RTX T X T V T-= = · - = =  (3) 

1.2.2  地标算子 
经典鸽群算法在经过一定次数的地图指南

针算子的迭代之后，将切换至地标算子进行运

算以达到快速收敛以及对之前迭代中产生的

精英个体筛选保留的目的。其演化规律可表达

如下： 

 
2
p

p

N
N =  (4) 

 （ ） （ ） （ ） （ ）（ ）1 randi i C ix T x T x T x T= = = · -  (5) 

 （ ）
（ ） （ ）（ ）

（ ）（ ）
fitness

fitness
i i

c
p i

x T x T
x T

N x T
·

=
·

∑
∑

 (6) 

其中， pN 为种群规模，该数值每次迭代均下降一

半，以达到快速收敛的目的， cx 为当前鸽群中心

的位置，fitness( ( ))ix T 为第 i只个体在第 T次演化

时的适应度值。 

2  基于鸽群改进的强化学习方法 

基于鸽群改进的强化学习方法根据函数

fitness( )· 估计策略的优劣，设策略 ( )ju k 的

fitness ( )ju k  为 

 
1

fitness ( ) ( , ) ( )
fn

j j
n

u k n k R u n
=

   =   ∑  (7) 

其中， fn 为最终采样时刻， ( )jR u k   为策略 ( )ju k

的回报函数，计算如式(8)所示。 ( , )n k 为折扣因

子，可根据任务要求灵活设置，式(9)为其中一种

取值方法。 

 2( ) ( )j jR u k e k m  = - =   (8) 

 
,

( , ) 1,
0,

n k
n k n k

n k

γ


＜
= =
 ＞

 (9) 

其中，m为时延，参数 0 1γ≤ ≤ ，式(9)更新为

采样时刻 k的策略时，不考虑采样时刻 k之后的

控制误差。同理可得，假设 0γ = ，则不考虑数据

库中时间 k之前的跟踪误差。 
基于鸽群改进的强化学习算法流程如图 2

所示。 
步骤 1  导入数据库。数据库包括控制力矩

和控制误差等物理量，设当前姿态动态跟踪任务

开始前，共输入 N组数据，每组数据为一次完整

的控制过程。 
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图 2  基于鸽群改进的强化学习方法流程 

Figure 2  Process of improved reinforcement learning method based on 
pigeon-inspired optimization 

步骤 2  开始基于鸽群改进的强化学习过

程。设当前迭代次数为 1j = 。 

步骤 3  初始化采样时刻。将采样时刻重置

为 1k = 。 
步骤 4  假如 1k = ，采用基于鸽群改进的强

化学习方法计算策略梯度，否则，进入步骤 5。 
步骤 5  根据当前数据库数据组数设置种群

规模 pN ，选择初始种群位置 (0)x ，并设鸽群迭代

次数 PIO 0j = 。 

 
（ ）

（ ）
1, fix lb

fix lb ,
p

k k N j
N

N j

 - =   = 
=   

≤

其他
 (10) 

 (0)
1 2 1( ), ( ), , ( )p p N j pu k N u k N u k N= - = - - - x …  

  (11) 

其 中 ， 种 群 中 第 i 只 鸽 子 的 初 始 位 置 为
(0) ( )i i px u k N= - 。需要注意的是，此时数据库中

包含 1N j= - 组数据，其中 N组为执行控制任务

前导入的数据， 1j - 组为采用基于鸽群改进的强

化学习算法进行迭代后得到的新的数据。 
步骤 6  计算头鸽位置。 

 
PIO PIO

PIO

( ) ( )

( )

fitness[ ]
fitness[ ]

j j
i i

c j
p i

x x
x

N x
= ∑

∑
 (12) 

步骤 7  更新种群位置和鸽群迭代次数。 

 （ ）PIO PIO PIO( 1) ( ) ( )randj j j
cx

= = = · -x x x  (13) 

 PIO PIO 1j j= =  (14) 

步骤 8  假如 1pN ＞ ，种群规模减半。 

 fix
2
p

p

N
N

 
=  

 
 (15) 

淘汰远离头鸽位置 cx 的鸽子，更新 PIO( 1)j =x ，设更

新后的种群位置为 PIO( 1)' j =x ，则更新的种群位置为

1 2 1( ), ( ), , ( )p p N j pu k N u k N u k N= - - - - … 中 与

PIO( 1)j =x 元素差值最小的前 pN 个元素。进入步骤

9，否则，重新进入步骤 6。 
步骤 9  计算策略梯度。 

1 1( ) sign ( ) ( )j c j jG k x G k e k mε κ- - = - - =   (16) 

其中，参数 1ε = ± ，其符号取决于 fitness( )· 的设

计， 1( )je k m- = 为控制误差， 0 1κ = 或 为常数参数。

策略梯度由鸽群算法和式(16)计算，其中，式(16)
的 1( )je k m- = 解决了鸽群算法的收敛性问题，及

时修正迭代方向，防止其收敛于局部极值。 
步骤 10  根据式(1)更新策略，驱动控制对

象，并更新数据库。假如当前时刻为最后采样时

刻，即 fk n= ，进入步骤 11；否则， 1k k= = ，

进入步骤 5。 
步骤 11  假如控制误差满足要求，或迭代次

数达到设定的最大次数，则结束任务；否则，

1j j= = ，进入步骤 3。 

3  仿真建模 

3.1  仿真模型 
本文选用某非线性模型进行验证，由于线性

模型的因变量与自变量之间不具有线性关系，其

模型更加复杂。因此，当算法适用于非线性模型

时，同样适用于其他烦琐或者建模复杂的线性模

型。选用非线性模型为两轮倒立摆机器人控制系
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统进行验证，机器人由摆体和两个轮子组成，该

系统具有 3 个自由度，包括摆体的俯仰角θ 、机

器人的偏航角Ψ 、轮轴中心的位置 s。其动力学

方程如下。 

（ ） （ ） （ ）

（ ）
（ ）

（ ）
（ ）
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（ ） （ ）

2 2
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其中， 
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其中， Bm 表示摆体的质量， Wm 表示车轮的质量，

l表示轮子的轴线与摆的重心之间的距离， d 表

示两个轮子之间的距离， iI 表示摆体相对于参考

系的惯性矩，J表示车轮相对于车轮轴线 c2 的惯

性矩，K表示车轮相对于垂直轴的惯性矩，cα 表

示粘滞摩擦系数。 
考虑沿直线运动的情况，即 

 L RT T T= =  (24) 

需要注意的是，基于鸽群的强化学习算法无

须对物理系统进行建模，式(17)～式(24)的两轮倒

立摆机器人模型仅用于搭建数值仿真中的动力学

与运动学模块。 
在数值仿真中，要求机器人摆体的俯仰角由

θ 跟踪目标值 dθ ，控制器需要解算式力矩T。数

据库包括控制力矩及其对应的机器人俯仰角，根

据数据库中机器人的俯仰角和当前任务的目标俯

仰角和误差，将数据库分为两种情况：数据库与

任务匹配、数据库与任务不匹配。机器人历史控

制任务的目标俯仰角与当前任务的目标俯仰角差

别越小，数据库与任务的匹配程度越高。数据库

与任务不匹配是控制任务的差异性导致的。 
（1）数据库与任务匹配 
产生数据库的控制任务目标 data

dθ 与当前控制

任务目标相似， data
d dθ θ≈ ，如图 3(a)所示，则数

据库的参考意义比较大。 
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（2）数据库与任务不匹配 
产生数据库的控制任务目标 data

dθ 与当前控制

任务目标有较大的差别，如图 3(b)所示，则数据

库的参考意义比较小。 

 
图 3  数据库样例 

Figure 3  Sample database 

3.2  仿真分析 
本节验证上述基于鸽群改进的强化学习算法

应用于控制任务时的性能，并与无改进基于策略

梯度的强化学习算法进行对比，仿真参数如表 1
所示。其中，数据库采用式(17)～式(24)构建的

物理系统输入指定的控制力矩后产生的数据进

行构建。 

表 1  仿真参数 
Table 1  Simulation parameters 

算例 控制算法 数据库 

1 基于鸽群的鲁棒强化学习算法 与任务匹配 

2 基于鸽群的鲁棒强化学习算法 与任务不匹配

3 基于策略梯度的强化学习算法 与任务匹配 

4 基于策略梯度的强化学习算法 与任务不匹配

 
两轮倒立摆机器人系统参数如表 2 所示。 

表 2  两轮倒立摆机器人系统参数 
Table 2  Parameters of two-wheel inverted  

pendulum robot 
物理量 参数 物理量 参数 

mB 2.5 kg mW 0.636 kg 

l 0.026 m J 5.175×10−4 kg.m2 

 
仿真要求两轮倒立摆机器人跟踪随时间变化

的目标姿态。 
算例 1 的仿真结果如图 4 所示，在数据库与

任务匹配的前提下，基于鸽群的鲁棒强化学习算

法能够完成控制任务。 

 
图 4  算例 1 的仿真结果 

Figure 4  Simulation results of example 1 

算例 2 的仿真结果如图 5 所示，由图 5(b)可
知，数据库与任务不匹配，但采用基于鸽群改进的

强化学习算法控制后，机器人仍能完成控制任务。 
算例 3 的仿真结果如图 6 所示，在数据库与

任务匹配时，基于策略梯度的强化学习算法可以

完成控制任务。 
算例 4 的仿真结果如图 7 所示，在数据库与

任务不匹配时，基于策略梯度的强化学习算法难

以判断控制力矩更新的方向，无法完成控制任务。 
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图 5  算例 2 的仿真结果 

Figure 5  Simulation results of example 2 

 
图 6  算例 3 的仿真结果 

Figure 6  Simulation results of example 3 

 
图 7  算例 4 的仿真结果 

Figure 7  Simulation results of example 4 

算例 1~算例 4的控制力矩误差随时间变化如

图 8 所示，无论数据库与任务匹配与否，基于鸽

群的鲁棒强化学习算法都能得到较小的误差；基

于策略梯度的强化学习算法在数据库与任务匹配

时存在误差状况不稳定的情况，在数据库与任务

不匹配时误差明显，不能完成控制任务。 

 
图 8  算例 1~算例 4 的控制力矩误差 

Figure 8  Control torque errors from example 1 to example 4 

算例 1～算例 4 的对比如表 3 所示，得到以

下结论。 
1) 当数据库与任务匹配时，基于鸽群的鲁棒
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强化学习算法和基于策略梯度的强化学习算法均

能完成控制任务。 
2) 当数据库与任务不匹配时，基于鸽群的鲁

棒强化学习算法仍能较好地完成控制任务，而基

于策略梯度的强化学习算法无法完成控制任务。 
3) 针对同一个控制任务，基于鸽群的鲁棒强

化学习算法完成 1 次训练的时间小于基于策略梯

度的强化学习算法。 
综上所述，相比基于策略梯度的强化学习算

法，基于鸽群改进的强化学习算法具有以下优点。 
1) 计算量小，并且不存在无法判断策略梯度

的情况，无须强制跳出循环。 
2) 基于鸽群的鲁棒强化学习算法的收敛速

度更快，控制精度更高，因此，基于鸽群的鲁棒

强化学习算法的鲁棒性优于基于策略梯度的强化

学习算法。 
3) 当任务时间较长时，由于迭代过程更复

杂，基于鸽群的鲁棒强化学习算法的计算量稍大，

但可以通过修改种群规模减小计算量。 

4  结束语 

强化学习是一种基于机器学习的算法，具

有需要先验信息少等优点，适用于图像识别、

控制、路径规划等领域。当强化学习应用于控

制领域时，能够有效地降低物理模型引起的复

杂性，且灵活地处理不确定性问题。然而，强

化学习应用于控制领域存在计算量较大和鲁棒

性较差的问题，且由于无法保证算法的收敛性，

难以对其进行稳定性证明。本文采用鸽群算法

对强化学习进行改进，优化算法性能，采用鸽

群改进强化学习算法能够大幅度增加鲁棒性，

降低了计算量，同时减少了算法对样本数据库

的依赖。 
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